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　　摘　要：　目前，链路预测的研究主要针对拓扑结构变化缓慢的社交网络，集中在单节点对的链路预测．本文针对
拓扑变化频繁的机会网络，提出一种基于模式分类的多节点间链路预测方法．该方法基于混沌时间序列理论确定机会
网络的切片时间，采用状态图表征网络的拓扑结构，借助深度卷积神经网络在特征提取上的优势，从状态图的演化过

程中提取机会网络的结构特征，根据当前特征推断未来链路的演化模式，实现多节点间的链路预测．在 ＩＴＣ（Ｉｍｏｔｅ
ＴｒａｃｅｓＣａｍｂｒｉｄｇｅ）真实数据集上的实验结果表明，相比于基于ＣＮ（ＣｏｍｍｏｎＮｅｉｇｈｂｏｒ）、ＡＡ（ＡｄａｍｉｃＡｄａｒ）、Ｋａｔｚ等预测
方法，本文方法具有更好的精度和稳定性．
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１　引言
　　机会网络是一种不需要源节点和目标节点之间存
在完整链路，利用节点移动带来的相遇机会实现通信

的自组织网络，源节点 Ｓ向目标节点 Ｄ传递消息的过
程［１］如图１所示，以“存储携带转发”的路由模式实现

节点间通信［２］，具有网络拓扑时变、节点资源受限、不

要求网络全连通等特点，更符合实际环境下的自主组

网需求，近年来成为学术界关注的热点［３，４］．链路预测
是机会网络研究的难点，链路预测的目标是根据节点

间已知链路及节点的属性，估计节点间链路存在的可

能性．有效的链路预测不仅能够挖掘网络节点间的潜
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在关系，还能进一步分析网络消息传播的规律，为机会

网络的上层应用［５］提供支撑．

针对机会网络节点移动性、节点间间歇性连接导

致其网络结构随时间频繁变化的特点，本文采用模式

分类方法，基于深度卷积神经网络（ＣｏｎｖｏｌｕｔｉｏｎａｌＮｅｕｒａｌ
Ｎｅｔｗｏｒｋｓ，ＣＮＮ）进行多节点间的链路预测．

２　相关研究
　　链路预测方法主要分为基于相似性的预测方法、
基于概率模型的预测方法和基于分解混合的预测方法．
２１　基于相似性的预测方法

该方法认为，节点属性或结构特征越相似，节点间

产生连接的可能性越大．
针对科学引文或超文本链接中底层数据嘈杂的问

题，Ｐｏｐｅｓｃｕｌ和Ｕｎｇａｒ［６］通过对数据库查询空间的结构化
搜索生成潜在的预测因子，基于文献的作者、引用、单词

统计等信息构建逻辑回归模型，进而对科学文献的引用

关系进行预测；Ｓｃｅｌｌａｔｏ等人［７］考察了节点移动所在地理

位置的属性，重点统计了节点的访问地区和相关活动等

特征，利用有监督分类模型设计了基于地理位置的社交

网络链接预测系统，用于预测缺失的好友关系．
相比节点属性信息，网络结构信息较易获取，如

ＣｏｍｍｏｎＮｅｉｇｈｂｏｒ（ＣＮ）、Ｊａｃｃａｒｄ、ＡｄａｍｉｃＡｄａｒ（ＡＡ）、Ｒｅ
ｓｏｕｒｃｅＡｌｌｏｃａｔｉｏｎ（ＲＡ）、Ｋａｔｚ等［８］．Ｐｕｊａｒｉ等人［９］考虑共

同邻居数目 ＣＮ、Ｊａｃｃａｒｄ等相似性指标，通过学习每一
种特征对于准确预测连接的能力，将所有特征揉合在

一起，赋予每种特征不同的权重，从而得到更为准确的

预测结果；Ｌü等人［１０］提出基于结构微扰的链路预测方

法，通过对邻接矩阵施加微扰，观察邻接矩阵特征值的

变化，并重构邻接矩阵，用它与真实邻接矩阵的差异衡

量结构演化的一致性，根据差异的程度预测不同的链

路变化趋势．上述方法适用于社交网络等拓扑变化较
慢的网络，对结构变化频繁的网络，效果并不理想．
２２　基于概率模型的预测方法

该方法以两个节点间相似度的拓扑或语义度量评

估连接形成的概率进行预测．Ｗａｎｇ等人［１１］利用马尔科

夫随机场和无向图，设计局部概率模型对两跳邻居进

行局部建模，可预测大型图中两节点间发生连接的概

率；Ｌü等人［１２］提出随机关系模型，通过最大化边缘概

率将链路间的结构依赖看作矩阵中的实体依赖，并映

射为自适应高斯核函数进行链路预测．该方法要求给
出符合目标网络特点的概率模型，但大多数实际环境

中，这一要求往往难以现实．
２３　基于分解混合的预测方法

该方法根据网络的不同情况将网络进行拆分，再

根据每一个部分的特点采用不同的方法进行混合预

测．Ｄｅ［１３］等人根据节点的属性和网络结构将目标网络
分为两层，第一层根据节点获得的信息判断两个节点

之间产生连接的可能性，第二层根据网络的结构，结合

ＡＡ指标，采用协同聚类的方式获取特征值，最后通过
支持向量机完成整个预测过程；Ｃｈｅｎ［１４］等人提出网络
稀疏化框架，通过四种不同的方法稀疏化目标网络，对

稀疏化后的网络逐一训练分类器，并整合在一起进行

综合预测．该方法将特定网络以特定方法分解后能有
效预测网络链路，但普适性不佳．

上述研究主要针对拓扑结构变化缓慢的社交网络，

而且是单节点对间的链路预测．本文针对拓扑变化频繁
的机会网络，采用模式分类方法，基于动态网络的切片处

理，以切片后的快照描绘网络结构信息，借助ＣＮＮ在特
征提取上的优势，来捕获网络结构的有效特征，并据此推

断链路的演化模式，进行多节点间的链路预测．

３　网络拓扑信息的表征
　　本文采用时间序列分析方法，通过时间切片将原
始连续数据分割成一系列状态矩阵，对矩阵可视化，将

状态矩阵转换成对应的图像表征数据（本文称为状态

图），状态图作为预测模型的输入．
３１　切片时长的选取

采用时长Ｔ对机会通信产生的连续数据进行切片，
生成一系列离散的拓扑快照图，时长Ｔ的大小对实验结
果的精度有很大的影响，Ｔ值的选取是切片的关键．

本文将机会网络视为一种混沌系统，借鉴混沌时

间序列理论中的坐标延迟相空间重构技术，采用自相

关函数法确定切片时长Ｔ的大小，如式（１）所示．

Ｒ（Ｔ）＝

１
Ｎ∑

Ｎ

ｉ＝１
ｘ（ｉ＋Ｔ）－珋[ ]ｘ ｘ（ｉ）－珋[ ]ｘ

１
Ｎ∑

Ｎ

ｉ＝１
ｘ（ｉ）－珋[ ]ｘ２

（１）

其中，Ｔ表示切片时长，Ｎ表示切片后的快照数量，ｉ为
快照序号，ｉ∈（１，Ｎ），ｘ（ｉ）表示第 ｉ张快照中节点的平
均连接数，珋ｘ表示全部网络快照内的平均连接数，Ｒ（Ｔ）
表示全部网络快照间的自相关性．Ｒ（Ｔ）的值反映了连
续数据之间的自相关性，对于大多数自学习模型，输入

数据间的相关性越低，数据特征的独立性就越高，模型

的学习效果也就越佳．自相关函数曲线示意图如图２所

１７９２
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示，理论上当 Ｒ（Ｔ）第一次降为０时，数据的独立性最
高，但相关研究表明，实际应用中通常取 Ｒ（Ｔ）第一次
下降到１／ｅ（ｅ为自然底数）时更为合适［１５］，这是本文选

取最优时长Ｔ的依据．

３２　网络拓扑的量化
本文选用ＩＴＣ［１６］（ＩｍｏｔｅＴｒａｃｅｓＣａｍｂｒｉｄｇｅ）数据集，

数据格式如图３所示．

其中，ＤｅｖｉｃｅＩＤ表示设备编号，ＳｔａｒｔＴｉｍｅ表示两设
备间产生连接时的时间戳，ＥｎｄＴｉｍｅ表示两设备连接断
开的时间戳．

　　对ＩＴＣ数据进行切片，采用 ＭＡＴＬＡＢ对其进行可
视化，得到网络快照集合｛Ｇ１，Ｇ２，…，Ｇｎ｝，Ｇ１表示初始
时刻的网络拓扑图，Ｇ２表示时隔一个切片时长后的拓
扑图，依次类推，Ｇｎ表示最后一张拓扑图，其演化过程
如图４（ａ）～（ｃ）所示．

确定观测范围内的节点数量，再依据观测范围内

的拓扑状态来构建对应的邻接矩阵（状态矩阵），如式

（２）所示．

Ｍｉ，ｊ＝∑
Ｎ

ｋ＝１
τｋ〈ｉ，ｊ〉 （２）

其中，Ｍ为转换后的状态矩阵，ｉ和 ｊ分别为矩阵的行、
列下标，Ｎ为快照时间内连接总次数，τｋ〈ｉ，ｊ〉表示节点对
〈ｉ，ｊ〉第ｋ次连接的持续时长．
３３　状态矩阵的图像化

采用 ＭＡＴＬＡＢ的 ｉｍａｇｅｓｃ函数对状态矩阵进行图
像化，如图５所示．

如图５（ｃ）所示，设网络中包含５０个节点，那么网
络的拓扑状态信息包含在５０×５０像素的灰度图像内，
状态图中每个像素点代表节点对间的链路，像素颜色

深浅对应该链路的连接总时长，黑色表示０，白色表示
切片时长Ｔ，灰色是时长在０～Ｔ之间的一个值．

　　

４　深度卷积神经网络预测方法
　　本文以状态图作为ＣＮＮ的输入，利用ＣＮＮ不断抽
象、提取图像数据中的有效信息，以发现潜藏在动态变

化下的模式特征，从而预测下一时刻的模式．
４１　基于模式分类的预测

通过ＣＮＮ挖掘机会网络多节点间潜在的关系，从

而推断出局部区域内的链路演化模式．预测方法如图６
所示．

ＣＮＮ的输出Ｙ（标签值）为下一时间片内多节点间
组成区域内各节点间连接状态的组合，每种组合对应

唯一一个状态编号，如式（３）所示．

Ｙｉ＝∑
Ｎ

ｉ＝１
２Ｓｉ，Ｓｉ＝

ｉ， 有连接

０，{ 无连接
（３）

其中，ｉ为组合序号，Ｓｉ为第ｉ对组合之间的连接状态，Ｎ为

２７９２



第　１２　期 舒　坚：基于深度卷积神经网络的多节点间链路预测方法

局部区域内所有节点对组合的数量，计算公式如（４）所示．

Ｎ＝Ｃ２ｎ＝
ｎ（ｎ－１）
２ ，ｎ２ （４）

其中Ｃ为组合符号，ｎ为局部区域内节点数．
综上所述，本文将当前时刻的状态图作为输入，下

一时刻局部区域内的连接组合作为输出标签．
４２　ＣＮＮ模型的构建

采用ＣＮＮ模型提取不断变化的拓扑信息中潜藏的
模式特征，通过网络结构的选取、超参数的确定、训练

算法的设计、性能的优化来构建模型．
４２１　网络结构的选取

为了提高实验效率、保障预测的精度，采用了模型

相对简单但性能较好的 ＡｌｅｘＮｅｔ网络．ＡｌｅｘＮｅｔ网络共８
层，由５层卷积层、２层全连接层和１层输出层组成，整
体结构如图７所示．

４２２　超参数的确定
构建ＣＮＮ模型的关键是超参数的确定，主要包括

激活函数、初始权值、卷积核数和卷积核大小等．
（１）激活函数
ＲｅＬＵ（ＲｅｃｔｉｆｉｅｄＬｉｎｅａｒＵｎｉｔ）是一种线性的激活函

数，具有计算简单、效率高，且不会出现梯度饱和现象

等特点，本文采用ＲｅＬＵ函数，以加快网络训练速度．
（２）初始权值
权值初始化方法与激活函数的形式对深度网络的

训练成功率有很大的影响．而权值初始化方法受激活
函数的影响，针对选用的 ＲｅＬＵ激活单元，采用文献
［１７］提出方法设定各层初始权值：ｗ＝ｒａｎｄ（ｎ）／ｓｑｒｔ（ｎ／
２），其中ｗ为网络初始权值，ｎ为该层神经元数，ｒａｎｄ是
高斯随机函数，ｓｑｒｔ为平方根函数．

（３）卷积核数和大小
此类超参数依赖于具体的网络结构，本文采用

ＡｌｅｘＮｅｔ网络结构，各层的卷积核数和大小选用默认的
参数配置．
４２３　训练算法

训练的过程也是对整个网络进行参数寻优的过

程，目前常用的算法有：ＳＧＤ、Ａｄａｍ、Ａｄａｄｅｌｔａ、Ａｄａｇｒａｄ、
ＲＭＳｐｒｏｐ等［１８］，本文选用随机梯度下降法 ＳＧＤ进行各
层参数的寻优，其中涉及了几个重要因素的选择：批训

练尺寸ｂａｔｃｈ＿ｓｉｚｅ、迭代次数ｅｐｏｃｈｓ、初始学习率η等．
选用Ｂｅｎｇｉｏ在工程实践中推荐的 ｂａｔｃｈ＿ｓｉｚｅ常用

值［１９］；ｅｐｏｃｈｓ通过网格搜索方式进行参数寻优；如果使
用固定学习率进行训练，那么训练速度很容易受到梯

度变化的影响，因此本文采用动量法实现自适应的更

新调整，在梯度下降法中加入动量因子 ρ，如式（５）
所示．

Δθｔ＝ρΔθｔ－１－η·ｇｔ （５）
其中，Δθｔ为第 ｔ次训练时参数的更新量，ρ为动量因
子，η为初始学习率，ｇｔ为初始梯度．本文中，动量因子ρ
采用经验值０９，梯度 ｇｔ会随 ρ而改变，在不同的训练
阶段学习率也不同，用以灵活地提升网络训练速度．
４２４　模型性能优化

ＣＮＮ经过多层卷积计算后，得到的数据维度一般
都较高，使得其全连接层中包含的参数数量十分巨大，

从而带来了计算复杂度高和易过拟合的问题．为解决
这两个问题，本文采用经典的 ｄｒｏｐｏｕｔ技术［２０］进行优

化，每次迭代时随机删除一些隐藏节点的连接，本文中

使用的删除比例为５０％．采用 ｄｒｏｐｏｕｔ技术既能够避免
由于参数过多导致的过拟合问题，使模型具有良好的

泛化能力，同时也极大地提高了训练速度．

５　实验与分析
　　本文采用 ＩＴＣ数据集，采用分类问题中常用的性
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能评价指标 ＡＵＣ（ＡｒｅａＵｎｄｅｒｔｈｅＲｅｃｅｉｖｅｒＯｐｅｒａｔｉｎｇ
ＣｈａｒａｃｔｅｒｉｓｔｉｃＣｕｒｖｅ）和精确度（Ｐｒｅｃｉｓｉｏｎ），通过设计不
同的对比实验来验证模型的合理性和有效性．
５１　实验设计

（１）实验数据集
ＩＴＣ［１６］源于剑桥大学校园学生轨迹的可视化实验，

是达特茅斯学院归档的无线自组织通信数据集之一，

具体信息如表１所示．
表１　实验数据集

数据集

名称

实验

设备

设备

数量

持续时间

（天）

通信

方式

采样频率

（次／ｓ）

ＩＴＣ ｉＭｏｔｅ ５０ １２ Ｂｌｕｅｔｏｏｔｈ １０

　　（２）实验平台
本文模型的实质是处理模式分类问题，且训练多

组超参数模型极为耗时，因此选用 Ｃａｆｆｅ框架作为模型
训练工具，利用Ｐｙｔｈｏｎ图形库 Ｍａｔｐｌｏｔｌｉｂ对实验数据进
行可视化，同时采用ＣＵＤＡ平台实现多ＧＰＵ编程环境，
并使用深度学习专用加速库ｃｕＤＮＮ提高训练速度．
５２　实验结果与分析

实验分为两部分，一是使用验证集和测试集进行

多组模型之间内部的比较，考察不同参数和不同条件

下模型的性能优劣，确定最优模型；二是使用测试集在

选定的最优模型和其他相似性指标方法之间进行对比

实验，验证模型的精度．
５２１　实验１

（１）迭代次数
迭代次数 ｅｐｏｃｈｓ对模型的泛化精度有一定的影

响，若迭代次数太多，模型出现过拟合，太少又会欠拟

合．本文设置了４个 ｅｐｏｃｈｓ值：１０、２０、３０和４０，预测单
节点对间的链路，以确定节点数与 ｅｐｏｃｈｓ之间的关系．
模型训练过程中的实际效果分别如图８和图９所示．

迭代次数为 １０、２０、３０和 ４０时，Ｐｒｅｃｉｓｉｏｎ分别为
８６８９％、９３２５％、９７４１％和 ９１８４％，在测试集上的
ＡＵＣ值分别为０７８、０８４、０９４和０８８通过比较 ｅｐ
ｏｃｈｓ为１０、２０和３０在验证集上的训练效果可知，随着
训练次数的增加，模型的验证精度不断提高，说明１０次
和２０次迭代下的模型仍属于欠拟合状态；对比３０次和
４０次结果可以发现，４０次迭代下的验证精度低于３０次
迭代的验证精度，说明训练迭代４０次时的模型已经过
拟合，其验证精度不增反降．因此，迭代次数取３０

（２）切片时长
切片时长的大小对预测结果有很大的影响．本次

实验进行了两轮，预测结果均为单节点对间的链路状

态，第一轮实验验证切片时长获取方法的合理性，设定

不同的切片时长Ｔ１、Ｔ２、Ｔ３与式（１）计算所得的最优时

长ＴＲ进行对比，这四种时长分别为１８０ｓ、２４０ｓ、４８０ｓ和
３２０ｓ．第二轮实验则与文献［２１］中切片效果作对比，
ＴＳ１、ＴＳ２、ＴＳ３均为该文献中使用的切片时长，分别为
３００ｓ、６００ｓ和１８００ｓ，实验结果如图１０、１１所示．

Ｔ１、Ｔ２、Ｔ３ 和 ＴＲ 的平均精度分别为 ９４６８％、
９７６４％、９３７２％和 ９９０３％；ＴＳ１、ＴＳ２、ＴＳ３和 ＴＲ的平均
精度分别为 ９８１１％、９３８５％、７２８０％和 ９８９４％．从
结果中可看出，切片时长不仅对预测精度有影响，而且

对其预测的稳定性也有一定的影响．实验结果表明，若
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切片时长太短，输入数据相关性变高，模型往往对于相

对独立的新特征不敏感，其预测结果更偏向于由这些

冗余特征得出的值；若时间间隔太长，输入数据中出现

的新特征过多，模型对其中有效特征的提取难度增加，

模型难以在大量新特征中挖掘出有效特征，导致预测

精度变低．因此，切片时长取计算所得时长３２０ｓ．
（３）节点数
本文模型的主要目的是实现多节点间组成区域内

链路状态的预测，但节点数的增加会导致局部区域链

路状态的复杂度呈指数倍上升，使得预测难度大大增

加．为了探寻节点数和预测效果之间的关系，本次实验
切片时长为３２０ｓ，预测区域的节点数分别为：２、３、４，共
进行了３０次预测，实验结果如图１２所示．

实验中，节点数 ２、３、４时的平均精度分别为
９８８２％、９０２９％、７６７２％，可见，随着预测节点数增多，
预测精度降低，预测结果的稳定性也开始下滑．这是因
为，当预测的节点数增多时，所有节点组成区域内的链路

组合数量呈指数倍增长，而组合数越多，使得预测结果的

搜索空间越大，模型越难准确地命中真实的情况，从而导

致其预测稳定性的下滑；同时，当数据集大小有限时，对

于每种组合下的输入数据就会更少，即每种标签下对应

的训练样本变少，使得各标签的训练过程不充分，模型出

现欠拟合现象，从而导致其预测精度变低．

５２２　实验２
本次实验通过与基于结构相似性的预测方法比

较，来衡量本文模型的性能，主要指标包括 ＣＮ、ＡＡ、
ＲＡ、Ｊａｃｃａｒｄ及Ｋａｔｚ．考虑到这些常见的相似性指标都只
针对单节点对间的链路情况，为了确保对比实验的合

理性，预测模型参数为：预测节点数２，迭代次数３０，切
片时长３２０ｓ．本次实验共进行４轮，每轮的测试样本从
测试集中随机抽样获得，４轮实验的测试样本大小分别
为３０、５０、１００和２００，实验结果如图１３～１６所示．

综合上述实验结果，可以看出 Ｊａｃｃａｒｄ指标的预测
性能相对较弱，本文模型和 Ｋａｔｚ指标的性能相比 ＣＮ、
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ＡＡ、ＲＡ指标更优．同时，对比本文模型与 Ｋａｔｚ指标的
实验结果可以发现，在不同样本条件下，Ｋａｔｚ的预测效
果表现的不稳定，本文模型的预测效果相差不大．以上
结果表明，针对单节点对的链路预测，与常用的相似性

预测方法（如 ＣＮ、ＡＡ、Ｋａｔｚ等）相比，本文模型具有更
好的精度和稳定性．

６　结论
　　本文提出了一种移动自组织网络（机会网络）的多
节点间链路预测方法，采用模式分类方法，将链路预测

问题转换成模式分类问题，借助 ＣＮＮ在特征提取上的
优势提取图像特征，以期抓取出相邻节点、多个节点甚

至局部网络拓扑动态演化的规律．本文的主要贡献包
括：①将预测问题转换成模式分类问题，利用深度学习
模型来实现多节点间的链路预测；②应用混沌时间理
论解决网络切片的问题；③使用图像数据来表示网络
的结构特征．

本文方法能较好地辅助研究人员进行网络分析并

提供合理的决策支持，具备一定的实用价值．本文不足
之处是预测区域内节点数量仍然有限，未来的工作将

进一步研究更多节点数间的链路预测方法．
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